DETEKSI POTENSI INFLATED BILLS PADA DATA KLAIM LAYANAN
BPJS MENGGUNAKAN ALGORITMA EXTREME GRADIENT BOOSTING
(XGBOOST)

Kayla Alysa Adra
Program Studi Teknologi Informasi
Fakultas llmu Komputer dan Teknologi Informasi

Universitas Sumatera Utara

Abstract

Inflated bills or bills that exceed the actual cost are a common type of
fraud happen in advanced referral health facilities in the implementation of bpjs
health program. Such fraud can lead to financial losses for BPJS Health, trigger
budget deficits, and disrupt the sustainability of the National Health Insurance
(JKN) program. This study aims to develop a system that capable to
automatically detecting potential inflated bills to prevent such budget deficits.
The data used consists of a sample of health service claims in FKRTL from
2016 to 2022, comprising 1,176,438 rows. The data is divided into training,
validation, and testing subsets with 25 variables selected based on the
Indonesian Minister of Health Regulation No. 3 of 2023 about Healthcare Tariff
Standards In the JKN Program, The parameter turning process was conducted
48 times, testing the combination of n estimators, learning rate, and max depth
parameters, The best combination achieved was n estimators at 100, leaning
rate at 0,1 and max depth at 8 with Mean Absolute Error (MAE) of 0,005 on the

training data and 0,008 on the validation data. The testing result in this study



indicate that the model achieved an MAE of 0,008, MSE 0,015, and RMSE of
0,12 on the testing data. These values demonstrate that the model has a low
error rate in predicting the verification costs and can be used as a tool for

detecting potential inflated bills.
Keywords: Inflated Bills, BPJS Health, Extreme Gradient Boosting.

JEL Classification : 113 (Health Insurance), C53(Prediction Methods).

l.Pendahuluan

1.1 Latar Belakang

Setiap warga negara Indonesia memiliki hak untuk memperoleh layanan
kesehatan yang layak, yang dijamin melalui program Jaminan Kesehatan
Nasional (JKN) yang diselenggarakan oleh BPJS Kesehatan. Namun, dalam
implementasinya, program ini menghadapi tantangan serius, salah satunya
adalah praktik kecurangan (fraud) yang dilakukan oleh fasilitas Kesehatan.
Salah satu bentuk kecurangan yang terjadi adalah inflated bills, yaitu tindakan
mengenakan biaya lebih tinggi dari orang yang seharusnya untuk layanan
medis dan alat Kesehatan (Gede et al.,2024). Praktik ini menjadi salah satu
penyebab deficit keuangan BPJS Kesehatan yang pada tahun 2023 lalu
mencapai Rp 7,9 Triliun (Kompas,2024).

1.2 Tujuan Penelitian

Tujuan dari penelitian ini adalah mendeteksi potensi inflated bills pada
data klaim layanan BPJS Kesehatan menggunakan algoritma Extreme
Gradient Boosting (XGBoost).

Il. Studi Literatur

2.1 Inflated Bills dalam Layanan Kesehatan



Inflated bills didefinisikan sebagai pengajuan tagihan yang secara
sengaja dilebih-lebihkan dari biaya actual layanan kesehatan yang
diberikan(Sarah et al., 2021). Dalam konteks BPJS Kesehatan, praktik ini
termasuk dalam kategori kecurangan (fraud) yang diatur dalam peraturan
Menteri Kesehatan Nomor 16 tahun 2019. Kecurangan ini tidak hanya
merugikan secara finansial tetapi juga mengancam sustainability program JKN
(Raisa et al., 2021).

2.2 Deteksi Kecurangan dengan Machine Learning

Berbagai penelitian terdahulu telah mengeksplorasi penggunaan
machine learning untuk mendeteksi kecurangan dan inefisiensi dalam klaim
asuransi kesehatan. Kevin er al. (2023) menggunakan Light Gradient Boosting
Machine (LGBM) untuk memprediksi inefisiensi klaim, menghasilkan Area
Under Curve (AUC) sebesar 0,75. Rofiq (2023) menemukan bahwa kombinasi
algoritma Random Forest dengan teknik Tomek Links menghasilkan *F-
1Score* terbaik sebesar 19,53. Sementara itu, Alan & Mohammad (2023)
membandingkan Support Vector Machine (SVM) dan XGBoost, dimana
XGBoost unggul dengan recall 0,9994 dan balanced accuracy 0,9995.
Keunggulan XGBoost dalam menangani data besar, missing value, dan
mencegah overfitting melalui regulasi menjadikanya pilihan yang kuat untuk

tugas deteksi kecurangan (Chen & Guestrin, 2016; Jafar et al., 2020).
2.3 Extreme Gradient Boosting (XGBoost)

XGboost adalah algoritma ensemble learning berbasis boosting yang
bekerja dengan membangun pohon Keputusan secara sekuensial. Setiap
pohon berikutnya belajar untuk memberbaiki kesalahan dari pohon
sebelumnya (Linggar & Adi, 2022). Prediksi akhir merupakan penjumlahan
tertimbang dari semua pohon.



Tabel 1 parameter XG Boost

Parameter Kegunaan

n_estimators Menentukan jumlah pohon keputusan yang dibangun
learning_rate Mengatur langkah pembaruan bobot selama pelatihan
max_depth Menentukan kedalaman maksimum setiap pohon

] _ _ Menetapkan bobot minimum yang diperlukan dalam node
min_child_weight ‘
ana

Mengontrol pengurangan kerugian yang diperlukan untuk
gamma _
pemisahan

Mengatur proporsi data pelatihan yang digunakan untuk
subsample .
setiap pohon

Mengatur rasio fitur yang digunakan dalam membangun
colsample_bylevel
pohon

Fungsi objektif XGBoost menggabungkan fungsi /oss dan komponen

regularisasi :
Obj®@ =%, [gife(x) +5 hef2 ()] + Q(f) (1)
dimana:
gi = 05-nl(y;, ¢7V) (gradien)
h; = aé(t—nl(}’i’f’(t_l)) (hessian)
Q(fy) =T + %AZ]T-zl w} (regularisasi)

2.4 Metrik Evaluasi

Untuk evaluasi model regresi digunakan tiga metrik utama :



a. Mean Squared Error (MSE):
MSE ==3, (i —9)* (2)

b. Root Mean Squared Error (RMSE):

RMSE = |15, (i - 90 3)

c. Mean Absolute Error (MAE):

MAE =% ?=1 | yi —¥; | (4)

lll. Data dan Metodologi
3.1 Sumber Data dan Karakteristik

Data yang digunakan adalah dataset sampel histori klaim pelayanan di
Fasilitas Kesehatan Rujukan Tingkat Lanjut (FKRTL) untuk periode 2016
hingga 2022, yang dapat diakses melalui portal data JKN.
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Gambar 1 Dataset Sampel FKRTL 2016-2022

3.2 Variabel Penelitian

Berdasarkan Peraturan Menteri Kesehatan RI No.3 Tahun 2023 tentang

Standar Tarif Pelayanan Kesehatan dalam Program JKN, dipilih 25 variabel

yang relevan dengan penentuan biaya.

Tabel 2 Informasi Variabel yang digunakan

No Variabel Keterangan Landasan Hukum
1 FKLO9 Tipe FKRTL Pasal 28 Ayat 1
FKL10 Tingkat pelayanan di FKRTL Pasal 28 Ayat 1
FKL13 Kelas iuran Pasal 28 Ayat 3
Lampiran
4 FKL17 Kode dan nama diagnosis primer ICD Permenkes
Lampiran
5 FKL18 Kode ICD-10 diagnosis primer FKRTL Permenkes



10
11
12
13
14
15
16
17
18
19
20
21
22
23

24

25

FKL20

FKL21
FKL22
FKL23

FKL30
FKL31
FKL32
FKL33
FKL34
FKL35
FKL37
FKL38
FKL40
FKL41
FKL43
FKL44
FKL46
FKL47

LOS

FKL48

INACBGs - Kode Casemix Main Groups
INACBGs - Tipe kelompok kasus atau case

groups

INACBGs - Spesifikasi kelompok kasus

INACBGs - Tingkat keparahan kasus

Jenis prosedur yang diberikan
Tarif regional

Group tarif regional

Kode special sub acute (SA)
Tarif special sub acute (SA)
Kode special procedure (SP)
Tarif special procedure (SP)
Kode special prosthesis (RR)
Tarif special prosthesis (RR)
Kode special investigation (SI)
Tarif special investigation (SI)
Kode special drugs (SD)

Tarif special drugs (SD)

Biaya tagih oleh fasilitas kesehatan

Length of Stay (lama masa rawat)
Biaya verifikasi oleh BPJS Kesehatan
(target)

Pasal 27 Ayat 1

Pasal 27 Ayat 1
Pasal 27 Ayat 1
Pasal 27 Ayat 1
Lampiran
Permenkes
Pasal 28 Ayat 2
Pasal 28 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Pasal 27 Ayat 2
Lampiran

Permenkes

3.3 Tahapan Preprocessing Data

3.3.1 Data Cleaning



Tabel 3 Perbandingan Sebelum dan Sesudah Data Cleaning

Sebelum Sesudah

Metrik
Cleaning Cleaning
Jumlah baris 1.176.438 723.476
Jumlah kolom 55 26
Missing values 2
Duplicated values 452.960 0

Proses pembersihan data dilakukan melalui serangkaian tahapan
algoritmik yang sistematis, dimulai dengan inisialisasi daftar kolom yang akan
dihapus yang mencakup variabel-variabel tidak relevan seperti data identitas
personal dan informasi geografis, dilanjutkan dengan penghapusan kolom-
kolom tersebut untuk menyederhanakan struktur dataset. Selanjutnya, semua
string kosong diganti dengan ‘NONE’ untuk menjaga konsistensi format data,
kemudian dilakukan penghapusan baris yang mengandung nilai hilang dan
seluruh baris data terduplikasi untuk memastikan integritas data dan
mencegah bias dalam analisis. Tahap akhir proses ini adalah mereset ideks
dataset untuk menjamin penomoran baris yang konsisten sebelum data yang
telah dibersihkan dikembalikan untuk diproses pada tahapan berikutnya,

sehingga menghasilkan dataset optimal.
3.3.2. Feature Engineering
Proses feature engineering menghasilkan fitur baru dan menyaring data:

Tabel 4 Hasil Feature Enggineering

Sebelum Sesudah

Metrik Engineering Engineering




Jumlah baris 723.476 251.341
Jumlah kolom 26 25

Fitur Length of Stay (LOS) dibuat dengan rumus:
LOS = FKL04 — FKLO03 4)

Dimana FKLO04 adalah tanggal pulang dan FKLO3 adalah tanggal
datang., Distribusi Data Duplikat:

a. Data duplikat: 65.3%
b. Data non-duplikat: 34.7%
3.3.3 Label Encoding

Proses transformasi data kategorikal ke dalam format numerik dilakukan
menggunakan Teknik Label Encoding untuk memungkinkan pemrosesan oleh
algoritma Extreme Gradient Boosting, dimana setiap nilai unik dalam variabel

kategorik dikonversi menjadi representasi bilangan bulat yang terurut.

Tabel 5 Contoh Label Encoding

Nilai Setelah
Nilai Asli Encoding
Rawat Jalan Tingkat Lanjut
(RJTL) 0
Rawat Inap Tingkat Lanjut
(RITL) 1

3.3.4 Normalisasi Data



Menggunakan StandardScaler (Z-Score Normalization):

Rumus Normalisasi:

Contoh Perhitungan:

, 13-176 _

4.963 —0.93

3.4 Pembagian Dataset
Data dibagi dengan proporsi :

Tabel 6 pembagian dataset

Subset Persentase Jumlah Data

Training 70% 175.939
Validation 20% 50.268
Testing 10% 25.134
Total 100% 251.341

Pembagian dataset dengan proporsi 70:20:10 untuk training, validation,
dan festing dipilih berdasarkan pertimbangan yang lazim dalam
pengembangan model machine learning. Proporsi 70% untuk data training
dinilai cukup untuk memastikan model mempelajari pola data dengan
komprehensif. Sementara itu, alokasi 20% untuk data validation memadai
untuk melakukan evaluasi yang stabil selama proses parameter tuning tanpa
mengurangi data training secara signifikan. Subset testing 10% dipertahankan

sebagai data yang benar-benar independen dan belum tersentuh proses
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development untuk menguji kemampuan generalisasi model akhir secara tidak
bias (Brownlee, 2020). Pembagian ini juga mempertimbangkan ukuran dataset
yang besar (>250.000 sampel), sehingga subset testing 10% sudah mewakili
lebih dari 25.000 sampel yang dianggap cukup untuk evaluasi final.

3.5 Proses Training dan Parameter Tuning

Dilakukan pencarian parameter optimal menggunakan metode Grid
Search dengan 48 kombinasi parameter. Grid Search dipilih karena
kemampuanya untuk mengeksplorasi semua kemungkinan kombinasi dalam
ruang pencarian yang telah ditentukan, sehingga memastikan ditemukanya
konfigurasi terbaik untuk model XGBoost pada dataset ini (Chen &Guestrin,

2016). Kombinasi parameter yang diuji adalah:
Kombinasi Parameter:

a. nh_estimators: [50, 100, 200, 300]

b. learning_rate: [0.01, 0.05, 0.1]

c. max_depth: [2, 4, 6, 8]
Rumus Prediksi XGBoost:

9 =97 40Tk fulx) (6)

dimana:

yl@ = prediksi awal (rata-rata target)

n = learning_rate

fix = pohon ke-k
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Contoh Perhitungan Training:

Dengan 3 sampel training dan target values: [-0.1199, -0.139, 2.81]

—0.1199+(-0.139)+2.81

Base prediction: y© = -

= 0.85 (7)

Gradient: g=9©® —y=10.85-(—0.1199),0.85 —
(—0.139),0.85 — 2.81] = [0.97,0.99, —1.96]

Proses boosting berlanjut hingga konvergensi dengan menambahkan

pohon baru yang memperbaiki residual.
IV. Hasil dan Pembahasan
4.1 Hasil Parameter Tuning

Proses tuning parameter dilakukan melalui 48 kombinasi berbeda
menghasilkan konfigurasi optimal pada n_estimators = 100, learning_rate = 0,1
dan max_depth = 8, Kombinasi ini menghasilkan nilai Mean Absolute Error
(MAE) sebesar 0,00597 pada data training dan 0,00867 pada data validation.

Tabel 7 Parameter Optimal

Parameter Nilai Optimal Keterangan
n_estimators 100 Jumlah pohon optimal
learning_rate 0.1 Laju pembelajaran
max_depth 8 Kedalaman pohon

4.2 Perhitungan Metrik Evaluasi

pada data testing menunjukan performa model yang konsisten dengan
nilai MAE 0,008, MSE 0,015, dan RMSE 0,12. Perhitungan metrik evaluasi

berdasarkan data testing dengan n = 25.134 adalah sebagai berikut :

12



a. Mean Absolute Error (MAE):

_ 22282

1 ~
MAE ==Y, |y =9 |1=5. =0.00886 ~ 0.008 (8)
b. Mean Squared Error (MSE):
1 ~ 389.05
MSE =3, (i —9)% =1, = 001547 ~ 0.015 (9)
c. Root Mean Squared Error RMSE):
RMSE = VMSE =+/0.01547 = 0.12439 ~ 0.12 (10)

Tabel 8 Detail Perhitungan Metrik Evaluasi pada Data Testing

. Total n
Metric Formula Result
Error  Samples

MAE 222.82 25,134 222.82/25,134 0.00886 = 0.008
MSE 389.05 25,134 389.05/25,134 0.01547 = 0.015
RMSE - - v0.01547 0.12439=0.12

Total error dihitung dari akumulasi selisih absolut (MAE) dan kuadrat

(MSE) antara nilai prediksi dan actual untuk seluruh 25.134 sampel testing.
4.3 Feature Importance

Analisis feature importance mengungkapkan sepuluh fitur paling
berpengaruh terhadap prediksi biaya verifikasi. Biaya tagih (FKL47)
menempati posisi tertinggi dengan nilai 1782.0, diikuti oleh group tarif regional
(FKL32) dan tipe FKRTL (FKLO09). Variabel klinis dan komponen INACBGs
juga menunjukan kontribusi yang signifikan dalam model, mencerminkan

struktur determinan biaya Kesehatan yang kompleks dan multidimensi.

Tabel 9 Sepuluh Fitur dengan Nilai Feature Importance Tertinggi
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Nilai

Peringkat  Fitur Keterangan
Importance
1 FKL47 Biaya Tagih 1782.0
2 FKL32 Group Tarif Regional 1673.0
3 FKLO9 Tipe FKRTL 1594.0
4 FKL17 Kode Diagnosis Primer ICD-10 817.0
5 LOS Length of Stay (Lama Rawat) 678.0
INACBGs - Spesifikasi
6 FKL22 Kelompok Kasus 670.0
7 FKL13 Kelas luran 565.0
8 FKL30 Jenis Prosedur 432.0
9 FKL23 INACBGs - Tingkat Keparahan 377.0
INACBGs - Kode Casemix Main
10 FKL20 Groups 331.0

Distribusi  feature importance ini menunjukan bahwa faktor
administrative dan structural memiliki pengaruh lebih dominan dibandingkan
variabel klinis murni dalam menentukan biaya verifikasi. Pola tersebut selaras
dengan kerangka kebijakan Permenkes No.3 Tahun 2023 yang menempatkan
komponen-komponen administrative sebagai penentu utama dalam standar

tarif pelayanan Kesehatan.
4.4 Implementasi Deteksi Inflated Bills

Mekanisme deteksi inflated bills diimplementasikan dengan
membandingkan biaya tagih aktual (FKL47) dengan prediksi biaya verifikasi
(y). Sistem akan menandai klaim berpotensi inflated bills jjka memenuhi
kondisi FKL47:

Ya, jika FKL47 > §

Potensi Inflated Bills = {Tidak jika FKL47 < 9
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Dalam implementasi operasional, dapat dipertimbangkan penerapan
ambang batas (threshold) toleransi untuk menghindari false positive akibat
ketidakakuratan model yang sangat kecil. Misalnya dengan kondisi: (FKL47 -
y) /'y > threshold, dimana threshold dapat ditetapkan berdasarkan konsultasi

dengan domain expert BPJS Kesehatan.

Dengan model yang memiliki MAE 0,008 (0,8%), sistem ini mampu
mendeteksi selisih signifikan antara biaya tagih dan prediksi biaya verifikasi,
sehingga dapat menjadi alat bantu yang efektif dalam identifikasi

potensi inflated bills pada klaim layanan BPJS Kesehatan.
V. Kesimpulan dan Saran
5.1 Kesimpulan

Berdasarkan hasil penelitian, dapat disimpulkan bahwa Algoritma
Extreme Gradient Boosting (XGBoost) berhasil diterapkan sebagai model
prediktif untuk biaya verifikasi klaim BPJS Kesehatan dengan mencapai tingkat
akurasi yang tinggi, dibuktikan dengan nilai kesalahan yang sangat rendah :
MAE 0,008, MSE 0,012, dan RMSE 0,12 pada data testing, menggunakan
kombinasi parameter optimal n_estimators = 100, learning_rate = 0,1, dan
max_depth = 8. Oleh karena itu, sistem ini memiliki potensi besar untuk
diimplementasikan sebagai alat pendeteksi otomatis potensi inflated bills
(tagihan yang digelembungkan) untuk meningkatkan efisiensi dan efektivitas

proses verifikasi klaim.
5.2 Saran

Untuk pengembangan dan implementasi lebih lanjut, direkomendasikan
tiga strategi utama, yaitu : pertama, meningkatkan kualitas input model dengan
memperluas cakupan penggunaan dataset yang lebih mutakhir, mencakup

periode yang lebih panjang, serta mengeksplorasi penambahan variabel lain
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di luar Peraturan Menteri Kesehatan No.3 Tahun 2023, seperti daya riwayat
provider, yang mungkin berkolerasi dengan praktik inflated bills. Kedua,
mengoptimalkan kinerja model dengan melakukan tuning lebih lanjut pada
parameter XGBoost yang belum dieksplorasi (Seperti gamma,subsample dan
colsample_bytree) guna memastikan akurasi prediksi maksimal dan ketiga,
mengintegrasikan sistem secara bertahap ke dalam proses verifikasi klaim
BPJS Kesehatan, dimulai dengan menjadikanya alat bantu (decision support

system) sebelum beralih ke otomatisasi penuh.
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